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Justificativa

e Em muitas situacoes temos que trabalhar com
datasets com muitas dimensoes.

Reducdo de Dimensionalidade —  Justificativa



http://fbarth.net.br/cursoBigData

e Tais datasets sao dificeis de serem visualizados.
Conseguimos visualizar bem apenas datasets com duas
ou trés dimensoes. Eventualmente, conseguimos fazer
uso do scatterplot para visualizar mais dimensoes. No
entanto, quanto maior o nimero de visualizacoes, mais
dificil é esta visualizacao.

e Podem nao ser adequados para a criacao de alguns
modelos preditivos.

e Ocupam muito espaco. Ou seja, poderiam ser
compactados.

Reducdo de Dimensionalidade —  Justificativa
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Exemplo

Exemplo de dataset com 2 dimensoes
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Ideia principal — Exemplo
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X € R?

tamanho preco
1 60.00  550.00
2 80.00  780.00
3 90.00  910.00
4 100.00 1100.00
5 140.00 1350.00
6 150.00 1500.00

Ideia principal — Exemplo
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Exemplo de dataset com 2 dimensoes
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E necessério projetar os pontos X €& R2 para z &€ R1 de tal forma que a distancia entre os pontos em X
para z seja a minima possivel.

Ideia principal — Exemplo
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Pontos do vetor z

z={—1.9102, —1.1654, —0.7658, —0.2574, 0.8514, 1.2872, 1.9602}

Ideia principal — Exemplo
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casas <- data.frame(tamanho=c(60,80,90,100,140,150,180),
preco=c(550,780,910,1100,1350,1500,1600) )

pca <- prcomp(casas, scale. = TRUE)
summary (pca)
z <- pca$x[,1]

PC1 PC2

Standard deviation 1.4074 0.1387
Proportion of Variance 0.9904 0.0096
Cumulative Proportion 0.9904 1.0000

> z
[1] -1.9102 -1.1654 -0.7658 -0.2574 0.8514 1.2872

1.9602

Ideia principal — Exemplo
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Outro exemplo com duas dimensoes

Ideia principal — Outro exemplo com duas dimensoes
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Dados sobre velocidade e distancia de frenagem de carr
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Ideia principal — Outro exemplo com duas dimensoes
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Pontos do vetor z para o exemplo dos carros

Ideia principal —

Outro exemplo com duas dimensoes
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data(cars)

summary (pca)

pca <- prcomp(cars, scale. = TRUE)
PC1 PC2
Standard deviation 1.3442 0.4394
Proportion of Variance 0.9034 0.0965
Cumulative Proportion 0.9034 1.0000

Ideia principal — Outro exemplo com duas dimensoes
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Um exemplo com 4 dimensoes

Murder Assault UrbanPop Rape

Alabama 13.20 236 58 21.20
Alaska 10.00 263 48 44 .50
Arizona 8.10 294 80 31.00
Arkansas 8.80 190 50 19.50
California 9.00 276 91 40.60
Colorado 7.90 204 78 38.70

Dataset com informag&es sobre assassinos presos (murder), de assaltantes presos (assault), estupradores presos

(rape) e o percentual da populacido que é urbana (UrbanPop) de 50 estados americanos®.

?0s numeros em murder, assault e rape sao os numeros de

ocorréncias para cada 100.000 habitantes.

Ideia principal — Um exemplo com 4 dimensdes
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Dados sobre 50 estados americanos em 1973
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Ideia principal — Um exemplo com 4 dimensdes
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Assaltantes presos
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Ideia principal —

Um exemplo com 4 dimensoes
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Como projetar os pontos X € R? para
2z € R27

Dados sobre 50 estados americanos em 1973
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Fazer o desenho da projecao.

Ideia principal — Como projetar os pontos X €& R3 para z € R27?



http://fbarth.net.br/cursoBigData

Fazendo a projecdo para it?

# Levando-se em consideracao apenas Murder, Assault e Rape
pca <- prcomp(USArrests[,c(1,2,4)], scale. = TRUE)

summary (pca)

PC1 PC2 PC3
Standard deviation 1.5358 0.6768 0.4282
Proportion of Variance 0.7862 0.1527 0.0611
Cumulative Proportion 0.7862 0.9389 1.0000
head(pca$x[,1:2])

PC1 PC2

Alabama -1.20 0.83

Alaska -2.31 -1.52

Arizona -1.50 -0.50

Arkansas -0.18 0.32

California -2.05 -1.27

Colorado -1.26 -1.43

Ideia principal — Fazendo a projecao para R2
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Dados sobre 50 estados americanos em 1973
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Ideia principal —

Fazendo a projecao para R2
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Componente principal 2
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Ideia principal — Fazendo a projecao para R2
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# Para todo o dataset
pca <- prcomp(USArrests, scale. = TRUE)
summary (pca)

pca$rotation

PC1 PC2 PC3 PC4

Standard deviation 1.5749 0.9949 0.5971 0.4164
Proportion of Variance 0.6201 0.2474 0.0891 0.0434
Cumulative Proportion 0.6201 0.8675 0.9566 1.0000

PC1 PC2 PC3 PC4

Murder -0.54 0.42 -0.34 0.65
Assault -0.58 0.19 -0.27 -0.74
UrbanPop -0.28 -0.87 -0.38 0.13
Rape -0.54 -0.17 0.82 0.09

Ideia principal — Fazendo a projecao para R2
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Dados sobre os estados americanos em 1973
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Componente principal 1

Os atributos de murder, assault e rape estao correlacionadas, enquanto que a varidavel UrbanPop n3o esta
correlacionada com as outras.

Ideia principal — Fazendo a projecao para R2
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Dados sobre 50 estados americanos em 1973
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indice de violéncia

No indice de urbanizacdo, quanto mais em baixo do grafico, mais urbano. Para o indice de violéncia, quanto
mais a esquerda, mais violento

Ideia principal — Fazendo a projecao para R2
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Algoritmo PCA

e Reduz dados de n-dimensoes para k-dimensoes.

e Calcular a matriz de covariancia:

n

Sigma = — S (X[i, ) (X[i, )" (1)

1=1

e Calcular os autovetores® da matriz Sigma
U = SV D(Sigma), onde U € R"™".

e Calcular os PCAs, na forma de z:
Ureduce — U[7 1: K] (2)
RS (Ureduce)T X XT (3)

?Singular Value Decomposition (SVD) - algebra linear

Principal Component Analysis (PCA) —  Algoritmo PCA

26
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Algoritmo PCA: pré-processamento dos
dados

e Os dados precisam estar normalizados! Mesma

situacao do kK — means.

e No R, a maioria das implementacoes de PCA j3

fornecem esta opcao como parametro.

e No prcomp, basta informar que o parametro scale. é

verdadeiro.

pca <- prcomp(dataset, scale. = TRUE)

Principal Component Analysis (PCA) — Algoritmo PCA: pré-processamento dos dados 27
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Escolhendo o nimero de componentes
principais

> summary (pca)
Importance of components:
PC1 PC2 PC3 PC4

Standard deviation 1.5749 0.9949 0.59713 0.41645
Proportion of Variance 0.6201 0.2474 0.08914 0.04336
Cumulative Proportion 0.6201 0.8675 0.95664 1.00000

Principal Component Analysis (PCA) — Escolhendo o nimero de componentes principais
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Alguns exemplos

Exemplos de uso de PCA

Principal Component Analysis (PCA) — Alguns exemplos
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Revisando a aplicabilidade

e Reduzir memoria e disco necessario para armazenar os

dados.

e Minimizar o tempo de processamento dos algoritmos

de aprendizagem.

e Visualizacao de dados.

Principal Component Analysis (PCA) — Revisando a aplicabilidade
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Material de consulta

e Capitulo 10 do livro Gareth James, Daniela Witten,
Trevor Hastie, and Robert Tibshirani. An Introduction
to Statistical Learning with Applications in R.
Springer, 4th edition, 2014.

Principal Component Analysis (PCA) — Material de consulta
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